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Для расчета параметров потока в безлопаточном диффузоре ступени центробежного 
компрессора достаточно определить коэффициент потерь и направление потока на вы-
ходе. Приведены результаты моделирования характеристик этих двух параметров с по-
мощью нейронных сетей и CFD-методами. Для получения математических моделей ис-
пользованы данные расчетов характеристик безлопаточных диффузоров по программе 
ANSYS CFX с относительной шириной 0,014…0,100, относительным диаметром выхода 
1,4…2,0, углом входа потока на входе 10…90° и скоростным коэффициентом на входе 
0,39…0,82 при числе Рейнольдса 87 500…1 030 000. Сопоставление с положениями тео-
рии показало закономерность протекания газодинамических характеристик, а сопо-
ставление с известными экспериментами — соответствие структуры потока. В целях 
повышения точности моделирования с использованием нейронных сетей собраны и 
апробированы различные рекомендации по подготовке и обработке исходных данных: 
выявление конфликтных примеров и выбросов, нормализация данных, повышение ка-
чества обучения нейронных сетей при недостаточном объеме выборки и др. Примене-
ние указанных рекомендаций существенно повысило точность моделирования. Прове-
денный на основе нейронных моделей имитационный эксперимент по изучению влия-
ния размеров, формы диффузора и критериев подобия на его газодинамические 
характеристики позволил проверить физическую адекватность математических моде-
лей, получить новые данные о процессах преобразования энергии и сформулировать 
рекомендации по оптимальному проектированию безлопаточных диффузоров. 
Ключевые слова: ступень центробежного компрессора, безлопаточный диффузор, 
коэффициент потерь, математическая модель, нейронная сеть 

To calculate flow parameters of a vaneless diffuser of the centrifugal compressor stage, it is 
sufficient to determine the loss coefficient and the flow direction at the outlet. The paper 
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presents the results of modeling the characteristics of these two parameters using neural 
networks and CFD methods. To obtain mathematical models, ANSYS calculation data was 
used for vaneless diffusers with a relative width of 0.014–0.1, relative outlet diameter of 1.4–
2.0, inlet flow angle of 10–90° and velocity coefficient of 0.39–0.82, with the Reynolds num-
ber being in the range of 87 500–1 030 000. A comparison with the theory showed the regu-
larity of gas-dynamic characteristics, and comparison with well-known experiments showed 
the correspondence of the flow structure. In order to improve the accuracy of simulation us-
ing neural networks, various recommendations on the preparation and processing of the in-
itial data were collected and tested: identification of conflict examples and outliers, data 
normalization, improving the quality of the neural network training under the insufficient 
amount of sampling, etc. The application of the aforementioned recommendations signifi-
cantly improved the accuracy of simulation. A simulation experiment based on neural mod-
els for studying the influence of dimensions, diffuser shape and similarity criteria on the dif-
fuser gas dynamic characteristics made it possible to verify physical adequacy of the mathe-
matical models, obtain new data on energy conversion processes and produce a set of 
recommendations on the optimal design of vaneless diffusers. 
Keywords: centrifugal compressor stage, vaneless diffuser, loss coefficient, mathematical 
model, neural network 

Уравнения движения газа — это дифференци-
альные уравнения второго порядка в частных 
производных, не подлежащие интегрированию, 
поэтому аналитически описать рабочий про-
цесс центробежных компрессоров невозможно. 
Для газодинамического проектирования при-
меняют приближенные методы, в основе кото-
рых лежат математические модели (ММ). Дей-
ствительный рабочий процесс схематизируют 
и описывают системами полуэмпирических 
уравнений. 

Отечественные и зарубежные университеты 
и заводы — изготовители компрессорного обо-
рудования имеют подобные ММ. Их вид и осо-
бенности зависят от применяемых подходов к 
схематизации процессов. 

Школа Невского завода создала основу и 
внесла главный вклад в отечественную ком-
прессорную науку [1, 2]. 

Казанская школа компрессоростроения раз-
работала собственную модель, базирующуюся 
на вычислении потерь в межлопаточных кана-
лах. Расчет проводят по аналогии с эквивалент-
ным диффузором с учетом кривизны канала [3, 
4]. Результирующие коэффициенты потерь 
учитывают влияние чисел Маха и Рейнольдса с 
помощью эмпирических соотношений. Учет 
конечного числа лопаток проводится по эмпи-
рической формуле А. Стодолы. 

Зарубежные компании также развивают 
свои методы проектирования [5–8]. 

В практике газодинамического проектиро-
вания промышленных центробежных компрес-
соров получил признание Метод универсально-
го моделирования (МУМ), разработанный 

профессором Ю.Б. Галеркиным. Это комплекс 
компьютерных программ для оптимального 
газодинамического проектирования проточной 
части центробежных компрессоров. С середи-
ны 1990-х гг. МУМ постоянно используют в 
проектной практике [9, 10], совершенствуя его 
в научно-исследовательской лаборатории «Га-
зовая динамика турбомашин» [11, 12]. 

В настоящее время с помощью коммерче-
ских программ вычислительной газодинамики 
невозможно рассчитать характеристики ступе-
ни с точностью, достаточной для проектирова-
ния. Однако моделирование неподвижных эле-
ментов центробежных ступеней дает коррект-
ное решение [13–18]. 

Это сделало возможным заменить экспери-
ментальные исследования неподвижных эле-
ментов результатами CFD-расчетов. На осно-
вании обобщения результатов вычислений 
можно создать новые ММ для определения па-
раметров потока в элементах проточной части 
центробежных компрессоров и использовать 
их в программах МУМ. Этот подход реализован 
при построении новой ММ безлопаточных 
диффузоров (БЛД), применяемой в восьмой 
версии МУМ [17–19]. 

Для расчета параметров потока в БЛД доста-
точно знать любые две из перечисленных вели-
чин: коэффициент полезного действия (КПД), 
коэффициент потерь, коэффициент восстанов-
ления, отношение скоростей, угол потока на 
выходе [20]. 

Безразмерная газодинамическая характери-
стика БЛД есть функция его формы, угла пото-
ка на выходе, критериев подобия и относитель-
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ной шероховатости. Форма БЛД с параллель-
ными стенками определяется относительными 
шириной на входе 2 2 2/b b D  и диаметром вы-
хода 4 4 2/ ,D D D  где 2b  — ширина БЛД на вхо-
де; 4D  — диаметр выхода из БЛД; 2D  — диа-
метр на входе в БЛД. 

Объектами моделирования являлись газо-
динамические характеристики БЛД. Их обрабо-
тали двумя разными математическими метода-
ми, одним из которых был регрессивный ана-
лиз в программе Excel. Процессы обработки 
расчетных данных и создание соответствующей 
ММ подробно описаны в работе [20]. 

Цель работы — создание ММ для расчета 
газодинамических характеристик БЛД на ос-
новании их обработки с помощью нейронных 
сетей (НС). 

Ранее разработанная модель позволяет рас-
считать коэффициент потерь  БЛД и угол  
потока на выходе 4 .  Расчетные зависимости 
КПД  и коэффициента потерь  БЛД от угла 
на входе в БЛД 2  с относительной шириной 

2b  0,014 и 0,100 при скоростном коэффи-
циенте  2 0,39; 0,64; 0,82c  приведены на 
рис. 1 [20]. 

Коэффициент потерь является функцией 
семи переменных: 

     2 4 ш 2 2 2, , , , , Re , ,c bf b D k k  

где шk  — относительная шероховатость; 
2Reb  — число Рейнольдса, рассчитанное по 

ширине 2b  на входе в БЛД; k  — показатель 
адиабаты. 

В общем виде аппроксимирующая зависи-
мость для коэффициента потерь записывается 
как 
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где А  и b — зависимости, учитывающие влия-
ние 2b  и  2c  на ;   — угол потока на входе в 
БЛД; 4DK  — поправка на влияние относитель-
ного диаметра БЛД; шRe, kK  — поправки на вли-
яние числа Рейнольдса и относительной шеро-
ховатости. 

Каждый член данной формулы — это набор 
алгебраических уравнений. На первом этапе 
выполнена аппроксимация влияния парамет-
ров 2 ,b  2  и  2c  на коэффициент потерь при 
фиксированном относительном диаметре вы-
хода из БЛД 4 1,6.D  На втором этапе введена 
поправка на влияние относительного диаметра 
БЛД 4 .DK  Поправки на влияние критерия Рей-
нольдса и относительной шероховатости сдела-
ны на основании известных уравнений гидро-
аэродинамики: 
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где расч , ММ — коэффициенты трения, рас-
считанные по CFD и по МУМ соответственно. 

     
Рис. 1. Расчетные зависимости КПД  (1–3) и коэффициента потерь  (4–6)  

от угла потока на входе в БЛД 2  с относительной шириной 2b  0,014 (а) и 0,100 (б)  
при различных значениях скоростного коэффициента: 

1, 6 —  2 0,82;c  2, 5 —  2 0,64;c  3, 4 —  2 0,39c  
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Аппроксимация расчетных значений угла 
потока на выходе из БЛД выполнена тем же 
методом, что и для коэффициента потерь. 

Зависимости коэффициента потерь  и из-
менения угла потока в БЛД  4 2  от угла по-
тока на входе в БЛД 2  при различных значе-
ниях параметров 2 ,b   2c  и 4D  приведены на 
рис. 2 и 3. Здесь сплошные линии — результаты 
расчета по программе ANSYS CFX, штриховые 
линии — их аппроксимация. 

В качестве альтернативного метода модели-
рования предлагается использовать НС, кото-

рые, как универсальный аппроксиматор, позво-
ляют сравнительно просто построить обоб-
щенные модели, основанные на обработке 
большого объема исходных данных. Необходи-
мо специально подчеркнуть, что нейросетевые 
модели являются простым инструментом для 
использования в проектной или исследователь-
ской деятельности, не требующим специальной 
предварительной подготовки. Основные поло-
жения, особенности и достоинства нейросете-
вого подхода при моделировании характери-
стик центробежных компрессоров приведены в 
работе [21]. 

 
Создание нейросетевой модели. В упрощен-
ном виде можно показать, что НС выполняет 
аппроксимацию: 
 Y = f (X), 

где X — входной вектор, представляющий со-
бой набор геометрических и газодинамических 
параметров; Y — выходной вектор — та или 
иная искомая характеристика эффективности 
БЛД, f — преобразование, выполняемое НС. 

Накопленная практика построения и анализ 
использования НС для моделирования харак-
теристик центробежных компрессоров позво-
ляют сделать вывод, что важным этапом по-
строения нейронной модели является предва-
рительная подготовка и обработка исходных 
данных для обучения НС, которые позволяют 
существенно повысить точность и достовер-
ность искомых моделей. 

В общем случае, для обработки выборки ис-
ходных данных и обучения НС можно исполь-
зовать следующую последовательность этапов, 
сформированную эмпирически: 

• выбор параметров входного вектора: 
– логика и анализ предметной области; 
– анализ весовых коэффициентов вход-

ных нейронов; 
– возмущение значений входных пара-

метров и анализ реакции сети на эти возму-
щения; 

– поочередное исключение входных 
нейронов и наблюдение за ошибкой обоб-
щения сети; 
• выявление конфликтных примеров; 
• определение необходимого количества 

примеров; 
• повышение качества обучения НС при не-

достаточном объеме выборки (многократная 
перекрестная проверка, кратное повторение 

 
Рис. 2. Расчетные (сплошные линии)  

и аппроксимирующие (штриховые линии)  
зависимости коэффициента потерь  от угла потока  

на входе в БЛД 2  при 2 0,043,b   2 0,64c   
и различных значениях относительного диаметра: 

,  — 4 1,4;D  ,  — 4 1,6;D  
 ,  — 4 1,8;D  ,  — 4 2,0D  

 
Рис. 3. Расчетные (сплошные линии)  

и аппроксимирующие (штриховые линии) 
 зависимости изменения угла потока в БЛД  4 2   

от угла потока на входе в БЛД 2  при 2b  0,057  
и различных значениях скоростного коэффициента: 

 ,  —  2 0,39;c  ,  —  2 0,64;c  
 ,  —  2 0,82c  
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выборки и изменение порядка следования обу-
чающих примеров); 

• выявление выбросов; 
• нормализация данных; 
• выбор типов НС и активационных функ-

ций; 
• декомпозиция сети по числу выходных 

нейронов. 
Далее рассмотрим более подробно каждый 

из этих этапов алгоритма обработки выборки 
исходных данных для построения НС. 

Успех создания нейросетевой модели во 
многом зависит от выбора входных парамет-
ров. Для начала необходимо определить, есть 
ли реальная зависимость между входным пара-
метром и выходным вектором Y — целью мо-
делирования. В общем случае в исходную вы-
борку могут быть включены параметры, не ока-
зывающие влияния на выходной вектор Y, 
называемые незначимыми. 

Но в большом массиве исходных данных не 
всегда бывает легко определить, какие парамет-
ры окажутся значимыми для модели, а какие 
можно смело отбросить. Поэтому для начала в 
подготавливаемую выборку лучше собирать как 
можно больше параметров, незначительность 
которых нельзя выявить логическим путем и 
априори предсказать. 

После создания и обучения НС на всем объ-
еме данных, которые удалось получить иссле-
дователю, незначимые параметры можно вы-
явить несколькими способами: 

• с помощью анализа значений весовых ко-
эффициентов входных нейронов; так как НС — 
это самообучающиеся системы, в процессе обу-
чения веса параметров, мало влияющих на ре-
зультат, будут ослабевать и становиться значи-
тельно меньше по значению, чем веса для 
остальных параметров; анализ весов НС приве-
ден в работе [21]; 

• путем возмущения значений входных па-
раметров и анализа реакции сети на эти воз-
мущения; после обучения НС искусственно со-
здается входной вектор X, в котором каждый из 
параметров принимает крайние значения (мак-
симальные и/или минимальные); если сеть не 
реагирует или слабо реагирует изменением по-
грешности на возмущения какого-либо пара-
метра, то последний не является значимым и в 
дальнейшем его можно будет исключить из вы-
борки; 

• с помощью исключения входных нейронов и 
наблюдения за ошибкой обобщения НС; если 

обученная сеть реагирует на исключение како-
го-либо нейрона увеличением ошибки обобще-
ния, то параметр, который соответствует этому 
нейрону, — значимый; иначе параметр являет-
ся незначимым и впоследствии его можно бу-
дет исключить из обучающей выборки. 

После выявления и исключения незначащих 
параметров из обучающей выборки качество и 
точность нейросетевой модели, как правило, 
улучшаются, вследствие снижения ее размерно-
сти и сложности. Но важно помнить, что чрез-
мерное уменьшение числа входных параметров 
и упрощение нейросети могут помешать вы-
явить закономерности в конкретной задаче. 
Это также может повлечь за собой возникнове-
ние конфликтных (противоречивых) примеров. 

Примеры называют конфликтным, когда 
они имеют одинаковые входные векторы и раз-
личающиеся выходные векторы. Например, 
если случайно отбросить значащие параметры 
при расчете характеристик БЛД, то может сло-
житься ситуация, когда НС будет вычислять 
коэффициент потерь   по двум параметрам 2  
и  2 .с  После обучения на паре данных, напри-
мер, 4  4 = 16 и 4  4 = 24 сеть усреднит введен-
ные значения и усвоит, что если задан пример 
4  4, то ответ 4  4 = 20. 

Погрешность обучения при этом составит 
    L [(20 16)/16] 100 % 25 %.  И из-за оши-
бочно подготовленных данных она уже не опу-
стится ниже этого значения, какие бы методы 
обучения не применялись. Поиск, выбор и до-
бавление значащих входных параметров позво-
ляет сделать постановку задачи корректной и 
уменьшить вероятность возникновения кон-
фликтных примеров. 

Для успешного моделирования с помощью 
НС важно обеспечить необходимое количество 
обучающих примеров. Отчасти концепция «чем 
больше, тем лучше» верна, но важно помнить, 
что количество примеров влияет на время обу-
чения, и чрезмерное количество примеров при-
ведет к большим затратам машинного времени 
на настройку НС. В работе [22] приведена фор-
мула, с помощью которой можно определить 
количество примеров обучающего множества 

 Q = 7Nx + 15, 

где Nx — количество нейронов входного слоя 
(количество параметров) нейросетевой модели. 

На практике зачастую не удается собрать до-
статочный объем данных для обучения, и воз-
никает необходимость проведения предвари-



34 ИЗВЕСТИЯ ВЫСШИХ УЧЕБНЫХ ЗАВЕДЕНИЙ. МАШИНОСТРОЕНИЕ  #7(724) 2020 

тельных манипуляций с выборкой. В опреде-
ленной степени недостаток исходных данных 
для построения НС можно компенсировать 
проведением предварительной обработки вы-
борки. В качестве приемов обработки опробо-
ваны: многократная перекрестная проверка 
(multifold cross-validation), кратное повторение 
исходной выборки, подаваемой на вход НС [23, 
24], и изменение порядка следования обучающих 
примеров. 

Обучающие примеры подаются в НС в про-
извольном порядке, а не в том, в котором про-
водились измерения. Это придает ходу обуче-
ния более стохастический характер и помогает 
снизить вероятность попадания в локальные 
экстремумы. 

Исключение выбросов в выборке также по-
могает повысить точность нейросетевой моде-
ли еще до ее создания. За выбросы в исходной 
выборке принимают значения параметров, 
которые из-за случайных причин или в силу 
воздействия человеческого фактора, суще-
ственно отличаются по своим значениям от 
другой сходной информации. Выбросы могут 
появиться при сборе информации (не там по-
ставленная запятая, и в результате появляется 
ошибка в значении на порядок) или быть свя-
заны с другими причинами (погрешности из-
меряющих приборов, сбои в работе оборудо-
вания и прочее), что не отражает закономер-
ности изменения параметров в описываемой 
предметной области. 

Присутствие выбросов отрицательно влияет 
на точность создаваемых моделей. Как и в слу-
чае с конфликтными примерами, погрешность, 
заложенную в выборке еще до этапа обучения, 
сложно исправить с помощью изменения алго-
ритмов обучения. В простых случаях выбросы 
можно обнаружить при внимательном про-
смотре выборки. 

В более сложных многопараметрических за-
висимостях и больших массивах информации 
для поиска выбросов можно прибегнуть к ис-
пользованию НС с минимальным количеством 
нейронов в скрытом слое. НС персептронного 
типа плохо обучается на исходных данных с 
выбросами и, поочередно убирая примеры и 
сравнивая получившиеся погрешности, можно 
обнаружить те значения, которые являются 
выбросами. Но в случае большого объема вы-
борки это сложно осуществить, поэтому прибе-
гают к различным алгоритмам поиска выбро-
сов [25]. 

Также информацию, приготовленную для 
нейросетевой обработки желательно нормали-
зовать, приведя диапазон изменения значений 
величин к общему для всех входных парамет-
ров интервалу (например, [0, 1]). После норми-
ровки всех данных их значения сводятся к од-
ному порядку размерности. Это позволяет 
улучшить обучение сети. После моделирования 
результаты преобразуют обратно: из нормали-
зованных к естественному диапазону значений. 
Процесс нормализации подробно описан в ра-
ботах [26–28]. 

В зависимости от того, какую задачу необхо-
димо решить с помощью нейросетевого моде-
лирования, нужно выбрать тип НС. Так, для 
аппроксимации функций хорошо подходят НС 
персептронного типа, для задач кластеризации 
часто применяют сети Кохонена, а для распо-
знавания и классификации изображений — 
сверточные НС [29]. 

Для повышения точности нейросетевой мо-
дели в условиях поставленной задачи необходи-
мо решить вопрос выбора активационных 
функций нейронов. Зачастую рекомендуют брать 
несимметричные, дифференцируемые функции 
(например, логическую сигмоиду или гипербо-
лический тангенс). Но в некоторых случаях мо-
жет получиться так, что в зависимости от усло-
вий задачи лучше подойдет пороговая функция. 
При подборе активационной функции также 
необходимо учитывать предметную область и 
задачу моделирования [30]. 

Для сложных нейросетевых моделей, где ап-
проксимируются значения сразу нескольких 
выходных параметров полезно использовать 
декомпозицию сети по числу выходных нейро-
нов. То есть вместо НС с пятью входами и тре-
мя выходами создать три нейросети с пятью 
входами и одним выходом. 

Применение этого приема позволяет снизить 
общую погрешность моделирования выходных 
параметров. Каждый нейрон будет настраивать 
свои веса в соответствии с уменьшением по-
грешности для моделирования одного выходно-
го параметра, а не подстраиваться сразу к не-
скольким параметрам выходного вектора. 
Структуру каждой отдельной сети необходимо 
оптимизировать отдельно с учетом обеспечения 
минимизации ошибки для каждой НС. 

Рассмотренные приемы применены при со-
здании нейронных моделей коэффициента по-
терь   и изменения угла потока  4 2  в БЛД 
ступени центробежного компрессора. Для по-
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строения ММ использованы данные по 24 БЛД 
различной геометрии, исследованных при не-
скольких значениях скоростного коэффициен-
та  2с  и угла потока на входе в БЛД 2 .  

Исследования БЛД при различных значениях 
скоростного коэффициента  2( с  0,39; 0,64; 
0,82) позволили получить данные по 72 газоди-
намическим характеристикам для коэффициента 
потерь  и 33 газодинамическим характеристи-
кам для изменения угла потока  4 2 . В каж-
дой из них значения параметров измеряли при 
13 значениях угла потока на входе в БЛД  2(  
= 10, 15, 20, 25, 30, 35, 40, 45, 50, 60, 70, 80, 90). 

Таким образом, объем выборки исходных 
данных для построения модели коэффициента 
потерь   составил 936 различных вариантов. 
Его разбили на обучающее (79 %), контрольное 
(19 %) и тестовое (2 %) множества, что составило 
739, 178 и 19 различных примеров соответствен-
но. Для модели изменения угла потока в БЛД 
 4 2  объем выборки составил 429 примеров. 
Для обучающей выборки выделили 386 приме-
ров (90 %), для тестовой выборки — 43 (10 %). 
Тестовая выборка не участвовала в обучении 
моделей и использовалась только на последнем 
этапе для оценки погрешностей моделирования. 

Приведенные данные помимо широкого 
диапазона имеют достаточно плотную детали-
зацию промежуточных значений: 

• относительная ширина БЛД на входе 
2b  0,014; 0,016; 0,019; 0,022; 0,025; 0,029; 0,033; 

0,038; 0,043; 0,050; 0,057; 0,066; 0,074; 0,087; 0,100; 
• относительный диаметр выхода из БЛД 
4D  1,4; 1,6; 1,8; 2,0; 
• угол потока на входе в БЛД  2  10, 15, 20, 

25, 30, 35, 40, 45, 50, 60, 70, 80, 90; 
• скоростной коэффициент, рассчитанный 

по входной скорости c2,  2с  0,39; 0,64; 0,82. 
В соответствии с описанным алгоритмом 

предварительной обработки данных выполнен 
анализ предметной области, весовых коэффи-
циентов и реакции сети на вводимые возмуще-
ния параметров, а также исключение выбросов 
и нормализация всех значений. 

На основе предварительно обработанной 
выборки построены нейронные модели в виде 
обобщенных зависимостей: 

• для коэффициента потерь БЛД  

     2 4 2 2, , , ;cf b D  

• для изменения угла потока в БЛД 

      4 2 2 2 2, , cf b . 

Для выбора оптимальной архитектуры сети 
каждой модели созданы НС с разным количе-
ством слоев и нейронов. 

В целях выбора функции обучения построе-
ны двухслойные НС с 25 нейронами в первом 
(скрытом) слое. Проверена точность моделиро-
вания при изменении функций обучения (train 
function) с квазиньютоновским методом BFGS, 
с оптимизацией по Левенбергу — Марквардту и 
с байесовской регуляризацией. 

В первом слое использована активационная 
функция — логическая сигмоида, во втором — 
НС с логической сигмоидой (logsig) и линейной 
активационной функцией (purelin) для каждой 
функции обучения. После обучения рассчитаны 
погрешности по каждому типу НС, и в соответ-
ствии с минимальной погрешностью выбрана 
функция обучения с методом оптимизации Ле-
венберга — Марквардта. 

Проведен расчетный эксперимент для вы-
бора архитектуры НС. Построены двухслой-
ные модели с числом нейронов в скрытом слое 
N = 10, 15, 20, 25, 30 и одним нейроном в вы-
ходном слое. Созданы трехслойные модели с 
числом нейронов в первом (скрытом) слое N = 
= 10, 15, 20, 25, 30 и во втором (скрытом) слое 
N = 10, 15, 20, 25, 30 для каждого варианта чис-
ла нейронов в первом слое. В третьем выход-
ном слое один нейрон. Функция активации 
для всех слоев — логическая сигмоида. 

Из теорем Арнольда — Колмогорова — 
Хехт-Нильсена следует, что для построения 
нейросетевой модели сколь угодно сложной 
функции достаточно использовать персептрон 
с одним скрытым слоем сигмоидных нейронов, 
количество которых определяется формулами, 
приведенными далее. 

Необходимое число синаптических связей 
НС wN  определено с помощью следствия из 
теоремы Арнольда — Колмогорова — Хехт-
Нильсена, выраженного в виде формулы 

   
 21 log

y
w

N Q
Q

N  

        
 

1 1 ,x y yy
x

N N N N
N
Q  (1) 

где yN  — количество нейронов выходного слоя 
(количество моделируемых величин); Q — ко-
личество элементов множества обучающих 
примеров, т. е. количество пар входных и вы-
ходных векторов Xq и Dq. 

Для модели коэффициента потерь получен 
диапазон числа синаптических связей   = 



36 ИЗВЕСТИЯ ВЫСШИХ УЧЕБНЫХ ЗАВЕДЕНИЙ. МАШИНОСТРОЕНИЕ  #7(724) 2020 

= 70…1115  (70 1 ),115wN  для модели изме-
нения угла потока в БЛД —  4 2  = 40…649 

 40 6( ).49wN  
Это позволяет определить необходимое ко-

личество нейронов в скрытых слоях. Например, 
количество нейронов скрытого слоя двухслой-
ного персептрона [22] 

  


.w

x y

NN
N N

   (2) 

Расчет по формулам (1), (2) показывает, что 
оптимальное количество нейронов в скрытом 
слое для двухслойного персептрона модели ко-
эффициента потерь   лежит в пределах 
14…223 нейронов  14 2( ,23)N  а для модели 
изменения угла потока в БЛД  4 2  — 
10…162  нейронов  10 1( .62)N  

Строгой теории выбора оптимального коли-
чества скрытых слоев и нейронов в них в 

настоящее время не существует. На практике 
чаще всего используют персептроны, имеющие 
один или два скрытых слоя, где количество 
нейронов обычно колеблется от Nx/2 до 3Nx. 

Расчетный эксперимент на НС показал, что 
минимальная ошибка соответствует сети, име-
ющей в скрытом слое 20 нейронов для модели 
коэффициента потерь   и 30 нейронов для мо-
дели изменения угла потока в БЛД  4 2 .  Эти 
значения соответствуют диапазону, получен-
ному в теоретических расчетах по формулам. 

Для моделирования коэффициента потерь   
выбрана НС со следующей архитектурой: двух-
слойная, число нейронов в скрытом слое — 20, 
функции активации — логическая сигмоида для 
всех слоев, функция обучения — с оптимизаци-
ей по алгоритму Левенберга — Марквардта. 

Для моделирования изменения угла потока в 
БЛД  4 2  использована НС со следующей 

       

       
Рис. 4. Расчетные зависимости коэффициента потерь  (слева) и изменения угла потока  

в БЛД  4 2  (справа) от угла потока на входе в БЛД 2 ,  полученные  
с помощью программы ANSYS CFX ( ) и нейронной сети для ненормированных ( )  

и нормированных ( ) данных, при 4 1,4D  и различных значениях относительной ширины  
и скоростного коэффициента: 

а, б — 2 0,014,b   2 0,39;c  в — 2 0,014,b   2 0,64;c  г — 2 0,100,b   2 0,82c  
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архитектурой: двухслойная, число нейронов в 
скрытом слое — 30, функции активации — ло-
гическая сигмоида для всех слоев, функция 
обучения — с оптимизацией по алгоритму Ле-
венберга — Марквардта. 

Выбор в пользу двухслойных сетей сделан 
вследствие незначительной разницы в погреш-
ностях двух- и трехслойной нейросетей. При-
нята более экономичная с точки зрения вычис-
лительной мощности модель на двух слоях пер-
септрона. 

Проверка влияния нормировки проведена 
путем сравнения сетей, обученных на ненорми-
рованных и нормированных данных (рис. 4). 

Для ненормированной обучающей выборки 
средняя ошибка значений модели коэффициен-
та потерь    2 4 2 2( , , , ),cf b D  рассчитанных 
нейронной сетью, составила 6,4 %, для норми-
рованной — 2,7 %. Для ненормированной обу-
чающей выборки средняя ошибка расчетных 

значений модели изменения угла потока в БЛД 
    4 2 2 2 2( , , )cf b  составила 8,3 %, для 
нормированной — 3,9 %. 

Предобработка выборки для обучения НС 
имеет практическую значимость, так как обес-
печивает существенное снижение погрешно-
стей моделирования по сравнению с таковыми 
у НС, созданных на неподготовленных исход-
ных данных. 

Обученные нейросетевые модели позволили 
провести расчетные исследования, на основа-
нии которых можно сделать вывод, что модели 
физически адекватны. На рис. 5 и 6 приведены 
расчетные зависимости коэффициента потерь 
   2 4 2 2( , , , )cf b D  и изменения угла потока 
    4 2 2 2 2( , , )cf b  в БЛД центробежного 
компрессора, полученные с помощью НС и 
программы ANSYS CFX. 

На рис. 7 приведены расчетные зависимости 
коэффициента потерь  от угла потока на входе 

       

 
Рис. 5. Расчетные зависимости коэффициента потерь  от угла потока на входе в БЛД 2 ,  полученные  

с помощью НС (штриховые линии) и программы ANSYS CFX (сплошные линии),  
при  2 0,64,с  2b 0,100 (а), 0,043 (б), 0,014 (в) и различных значениях относительного диаметра: 

,  — 4 1,4;D  ,  — 4 1,6;D  ,  — 4 1,8;D  ,  — 4 2,0D  
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 в БЛД 2 ,  полученные с помощью НС, про-
граммы ANSYS CFX и аппроксимирующих вы-
ражений, приведенных в работе [20], при 2b  
= 0,043,  2c  0,64 и 4D  1,4; 1,6; 1,8 и 2,0. 

Хорошее совпадение данных, рассчитанных 
с помощью НС и CFD-методами, позволяет 
сделать вывод о пригодности использования 
НС для моделирования характеристик БЛД. 

Выводы 
1. Разработана нейросетевая модель для рас-

чета газодинамических характеристик БЛД 
центробежных компрессорных ступеней. 

2. Сформулированы рекомендации по по-
вышению точности нейросетевого моделирова-
ния, оформленные в единый алгоритм, состоя-
щий из этапов обработки исходной выборки. 

3. Предложенный алгоритм апробирован 
при моделировании характеристик БЛД цен-
тробежной компрессорной ступени. 

       

 
Рис. 6. Расчетные зависимости изменения угла потока в БЛД  4 2  от угла потока на входе в БЛД 2 ,   

полученные с помощью НС (штриховые линии) и программы ANSYS CFX (сплошные линии),  
при 2b  0,014 (а), 0,057 (б), 0,100 (в) и различных значениях скоростного коэффициента: 

,  —  2 0,39;с  ,  —  2 0,64;с  ,  —  2 0,82с  

Рис. 7. Расчетные зависимости коэффициента  
потерь  от угла потока на входе в БЛД 2 ,   

полученные с помощью НС (точки),  
программы ANSYS CFX (сплошные линии)  

и аппроксимирующих выражений (штриховые  
линии), при 2b  0,043,  2c  0,64 и различных зна-

чениях относительного диаметра: 
, ,  — 4D  1,4; , ,  — 4D  1,6;  
, ,  — 4D  1,8; , ,  — 4D  2,0 
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4. Использование нормирования данных 
позволило снизить погрешности моделирова-
ния коэффициента потерь и изменения угла 
потока БЛД на 3,7 и 4,4 % соответственно по 
сравнению с таковыми модели, обученной на 
ненормированных данных. 

5. Полученные результаты моделирования и 
существенное уменьшение погрешностей ней-
росетевых моделей показывают важность и 
необходимость предварительной обработки 
обучающей выборки. 
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